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今日の内容

できるだけ予備知識を必要とせず，かつ天下りのないように
 基礎の基礎から説明する．ただし厳密性には目を瞑る．

• 確率の基礎
• 観測モデル
• ベイズ推定
• 状態遷移モデル
• 逐次ベイズ推定
• (カルマンフィルタ)
• パーティクルフィルタ

追跡対象が一時的に遮蔽される場合や，見えの似た物体
 が交錯するような場合は，過去の観測情報に基づいた予

 測を導入することが必要となる．そのような例としてパー
 ティクルフィルタを紹介する．
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確率的画像追跡

問題定義: 画像の中で対象物体の存在する位置 (x, y) を求めたい．
（特に時刻間での物体の運動を考慮する場合に追跡と呼ぶことが多い）

(x, y) が一発で求まればよいが，なかなかそうはいかない．

確率分布を考える．

• 1次元の場合: x という確率変数が

 
[0, 640) の範囲を動く．x がある値を取

 るような確率を求める，という作業をあらゆる

 
x の値について行う．

• 2次元の場合: x, y という確率変数がそれぞれ [0, 640)，[0, 480) の範囲を

 動く．(x, y) という組がある値を取るような確率を求める，という作業をあら

 ゆる

 
(x, y) の組について行う．

確率分布が求まれば，(例えば)その期待値として物体位置を推定
 できる．

なぜ期待値を取るのかは後述
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確率変数，確率，確率密度

確率変数 x:  何か決められた定義域の値をランダムに取る

x が離散的な場合: x がある値 a を取る確率 Pr(x = a) を考えることができる．
• 確率 Pr(x) は 0 ～ 1 の値を取る．
• 確率 Pr(x) の定義域全範囲にわたる総和は 1 になる

xが連続的な場合: x がある値をぴったり取る確率

 
Pr(x = a) を考えることに

 は意味が無い．x の値がある範囲に収まる確率 Pr(b <= x <= a) 等なら考え

 ることができる．常に範囲を考えるのは不便なので，xがある値を取るときの

 確率密度

 
p(x = a) を考える．Pr(x <= a) の a による微分が p(x = a) である．

• 確率密度 p(x) は 0 以上の値を取る．
• 確率密度 p(x) の定義域全範囲にわたる積分は 1 である．

p(x) と書く場合，ある確率変数の確率密度分布 (とり得る

 
x の値全体につい

 ての分布) を指す場合と，ある特定の

 
x の値を考えている場合 (敢えて書く

 なら

 
p(x = x) のこと)の両方があるので注意する．前者の場合「確率密度分

 布」と呼ぶことが多い．



5鏡慎吾 (東北大学): 知能制御システム学 2012.07.10

x

p(x = a)

x

Pr(x = a)

a a

確率: 全部足すと1 確率密度: 面積が1
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結合確率密度

p(x1 = a, x2

 

= b) : 
x1

 

= a, x2 = b が同時に起きる確率密度．これを同時確率
 密度，あるいは結合確率密度と呼ぶ．p(x1

 

, x2 ) と書いたと
 きの曖昧さは前ページと同じ．

p(x1

 

, x2

 

) を
 

x1

 

に関して全範囲で積分すると，x2

 

だけに関する確
 率密度 p(x2

 

) が計算できる．この操作を周辺化と呼び，その結果
 得られるものを周辺確率密度と呼ぶ．これをさらに

 
x2

 

に関して全
 範囲で積分すると，もちろん

 
1 になる．

変数をたくさん書くと面倒なので，ベクトル

 
x = (x1

 

, x2

 

)T としてまとめて書くとこ

 とがある．誤解の恐れがないときは (あるいは誤解の恐れの有無に関わらず，

 書き手が面倒なときは) ベクトルだかスカラだかあまり気にせずに書く場合もあ

 る．この講義では，書き手が面倒なので区別せずに書く．
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x1
x2

結合密度分布: 
p(x1 , x2 ): 体積が1

周辺密度分布: 
p(x2 ): 面積が1
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状態と観測

「追跡対象がどこにいるのか」を状態 x と考える．これを求めたい．

画像などのセンサ情報から得られるのは観測値 z である．状態その
 ものが観測できるとは限らないし，観測値から状態が一意に定まる

 とも限らない．観測値も一般に確率変数である．

例1) x: 2次元位置, z: 2次元位置の観測値, v: 2次元ノイズ
z = x + v

例2) x: 3次元位置, z: 2次元位置の観測値, v: 2次元ノイズ, h(): カメラモデル
z = h(x) + v

例3) x: 3次元位置, z: 画像, a: 物体の外見, b: 背景, v: 2次元ノイズ, h(): 画
 像生成モデル

z = h(x, a, b) + v
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観測モデルと逆問題

いろいろなケースを含む一般の場合として，

z = h(状態x, その他いろいろのランダムな要因)

と書けることが多い
 

(何が「状態」で何が「その他いろいろ」とす
 べきかは一概には言えないが): 

例1) 対象の位置を状態として，外見や背景，センサノイズはその他と

 する
例2) 対象の位置と外見を状態として，背景やセンサノイズはその他と

 する
例3) 対象の位置・外見も背景も状態として推定する．センサノイズはそ

 の他とする

「状態」と「その他いろいろ」がわかれば，観測モデルから観測
 値は計算できる．しかしいま我々は，観測値がわかったときに
 状態を求めたい．これは一般に容易ではない（逆問題）
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条件付確率密度

• 定義:

これも，p(x = a | z = b) のような具体的な値を入れた形で考えるとわか

 りやすいかも知れない．「z が値を b を取るとわかっているときに，x が
 値 a を取る確率密度」と解釈する．

p(x = a | z = b) p(z = b) = p(x = a, z = b) : 「z が b になる確率密度」に，

 「z が b だったときに

 
x が a になる確率密度」をかけると「x = a かつ z = 

b になる確率密度」が得られると解釈できる．

• 状態を知っていれば観測値について（少なくともその他いろいろ要因による

 影響の分を除いたある程度は）知ることができる．
• 観測値を知っていれば，状態について（完全ではないものの何らかの）情

 報を得ることができる．

→ このような状況は条件付確率密度によって表現できる．
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p(x,z)p(z) p(x | z) = p(x, z) / p(z)

x z
x

z

• p(x | z) は p(x, z) を
 

p(z) = ∫
 

p(x, z) dx で正規化したものなので，z を固定し

 て

 
x の関数として見ると，積分して1になる．つまり確率密度分布の要件を満

 たしている．
• x を固定して

 
z の関数として見ても，確率密度分布にならない（積分しても

 
1 

にならない）
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独立性

条件付確率から理解できるもう一つの重要な概念に独立性がある．

いま仮に p(x) p(z) = p(x, z) と表せたとする．
 

このとき
p(x | z) = p(x, z) / p(z) = p(x) p(z) / p(z) = p(x) である．つまり，z 
がある値を取ると知っているときの条件付確率 p(x | z) が，z につ

 いて何も知らないときの確率
 

p(x) と一致する．すなわち，z に関す
 る情報は，x に関して何らの情報をもたらさない．

このようなとき，つまり，
 

p(x) p(z) = p(x, z) と表せるとき，x と
 

z は
 独立であると呼ぶ．

注意) p(x | z) p(z) = p(x, z) は常に成り立つ（というかこれが

 
p(x | z) の定義で

 ある）．p(x)p(z) = p(x, z) は常には成り立たない（独立なときのみ成り立つ）．
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z = h(状態x, その他いろいろな要因)

関数 h() の形や，その他いろいろな要因の発生確率などを考え
 ることで，条件付確率密度分布としての観測モデル p(z | x) を与
 えることができる場合が多い（順問題だから）．

しかし，p(x | z) を与えるのは難しいことが多い（逆問題だから）．

ところで定義より
 

p(x | z) p(z) = p(x, z) = p(z | x) p(x) すなわち，

p(x | z) = p(z | x) p(x) / p(z) 

が成り立つ．ベイズの定理と呼ぶ．p(x | z) が欲しいときに便利．

ベイズの定理
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ベイズ推定

例えば，観測値 z = b が得られたとする．その際の x の確率密度
 「分布」

 
p(x | z = b) を求めたい．p(x | z = b) = p(z = b | x) p(x) / 

p(z = b) として計算できる．このように状態推定を行うことをベイ
 ズ推定と呼ぶ．

p(z = b) の具体的な値を知らなくても，p(z = b | x) p(x) だけ計算して，そ

 の x による積分が 1 になるように正規化すればよい．

p(x | z = b) ∝ p(z = b | x) p(x)

p(x): 事前確率密度分布（観測する前に分かっている密度分布）
p(z = b | x): 観測尤度 (z = b を得たときの，x の尤もらしさ)

注: 尤度は x の関数として見なくてはならない．x について積分しても

 
1 に

 ならないので確率ではない．

p(x | z = b): 事後確率密度分布（観測後に分かった密度分布）
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密度分布の統計量

条件付密度分布が得られたとして，それをどう使うの?

• 何らかの代表値（例えば期待値，最頻値，中央値）を求め
 て，状態の推定値とすることができる

• 分布のばらつきを表す統計量（例えば分散）を求めて，状
 態推定の良さ（どのくらい正確に推定できているか）の指標

 にすることができる

条件付密度分布から得られたこれらの特徴量を，例えば条件付
 期待値，条件付分散… などのように呼ぶことがある．
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条件付期待値

E[x] = ∫
 

x p(x) dx : 確率変数 x の期待値 （「x円もらえる確率密度
 が p(x) です．平均的にはいくらもらえると期待できますか?」の値）

E[x | z] =  ∫
 

x p(x | z) dx : z を既知とした場合の x の条件付期待
 値．つまり事後確率密度分布を使って計算された期待値．

得られた観測値 z を使って状態 x を推定する方法は無数に考えら
 れる．いまそのような推定法の一つを

 
ξ(z) と書くことにする．

ξ(z) と真の状態 x の二乗誤差の条件付期待値 E[(ξ
 

- x)2| z] は，
 ξ(z) = E[x | z] という方法で推定するときに最小になることが示せ
 る（次ページ）．

この意味で，ベイズ推定によって得られた事後密度分布に対して
 期待値計算を行うこと（= 条件付期待値を計算すること）により，最
 適な状態推定が実現できるといえる．
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(条件付期待値が最小分散推定量になることの証明)

ξ(z) が x に依存しないことに注意しながら，E[(ξ(z) - x)2| z] を
 展開して

 
ξ

 
に関して平方完成する．

ξ(z) = ∫
 

x p(x|z) dx で最小値を取ることがわかる．
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事前確率密度の求め方

事前確率密度はどういう風に決めるのか

例1) 全くわからない
 

→ 一様分布
例2) 問題の構造や常識から決めることができる: たとえば

 「人間が天井にはりついていることは滅多にない」とか．
例3) 前の時刻の状態推定結果を利用する．

時々刻々と変化していく状態 x の推定分布を，毎時刻得られる
 観測 z によって例3の要領で逐次的に更新していくことができそ
 うである．

もちろん，現時刻の状態が，前の時刻で推定された状態のままと
 は限らない．でも多くの「追跡問題」では，前時刻と現時刻の状態
 は独立ではないと考えられ，両者間の条件付確率を利用できる．
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状態遷移モデル

時刻 k の状態を xk と書く．

xk = f(xk – 1

 

, その他いろいろな要因)

1時刻分の予測を表現している．観測モデルのときと同じように，
 この関係から p(xk | xk-1

 

) を与えることができる場合が多い．

前時刻と現時刻の間のみの関係を考えて，2時刻前の影響は受
 けていないと考える（1次マルコフ性）．状態として，例えば位置だ
 けでなく速度・加速度なども考えるようにすれば，これでもかなり

 現実的なモデル化ができる．
例1) 位置がランダムウォーク
例2) 速度がランダムウォーク，位置は速度の積分
例3) 加速度がランダムウォーク，以下略
例4) 運動方程式 + ランダムノイズ
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逐次的ベイズ推定

欲しいもの: p(xk | z1 , z2 , L, zk ) = p(xk | z1:k

 

)
つまり，時々刻々と得られる観測値

 
zk を初期時刻から現時刻まで

 既知としたときの現時刻の状態の確率密度分布を得たい．z をたく
 さん書くのが面倒なので，{ z1 , z2 , L, zk } を

 
z1:k と書くことにする．

以下を仮定する: 
[1] p(zk | xk , z1:k-1 ) = p(zk | xk ) (観測は，現在の状態だけから決まる)
[2] p(xk | xk-1 , z1:k-1 ) = p(xk | xk-1 ) (状態は，前時刻の状態だけから決まる)

xkxk-1xk-2

zkzk-1zk-2

因果関係の流れ

xkxk-1xk-2

zkzk-1zk-2

計算手順の流れ

時間更新

観測更新
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x

時間更新:
状態遷移モデルに基づいて

 計算する．一般に分散はシ

 ステムノイズにより広がる．

観測更新:
観測モデルと観測値に基づ

 いて計算する．一般に分散

 は小さくなる．小さくなり方

 は観測ノイズによって決ま

 る．

p(xk-1 | z1:k-1 )

p(xk | z1:k-1 )

p(xk | z1:k )
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観測更新

• 密度「分布」に興味があるので，xk について積分したときに
 

1 
になるように正規化すればよいから分母は不要

• 結局，現時刻の観測値を得る前の密度分布に観測尤度を乗
 算することになる

（仮定[1]を使用）
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時間更新

まとめて

(周辺密度分布の計算)

（仮定[2]を使用）
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このように，適当な初期密度分布 p(x0 ) から始めて時間更新，
 観測更新を繰り返していくことで，現時刻の状態の確率密度分
 布が推定できる．これを逐次的ベイズ推定と呼ぶ．

時間更新と観測更新を順次繰り返していけばよい，というのが
 ミソである．実は，それぞれの更新処理は必ずしも前ページ・

 前々ページの式によらなくてもよい．

例1) カルマンフィルタは，時間更新も観測更新も，関数
 

f() 
や h() の形をそのまま利用する．

例2) SIR型パーティクルフィルタは，時間更新は関数
 

f() の
 形をそのまま利用し，観測更新は条件付確率として

 モデル化してベイズ則により計算する．
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実際の計算

以上のような確率密度のを直接計算するのは容易でない．ま
 ずそもそも連続の分布の計算は，一般には数値計算に頼るし
 かない．しかし，状態や観測の次元が高くなると数値計算も困
 難になる．さてどうするか．

例1) 問題のクラスを限定して，厳密計算する
→ 線形システム・正規分布に限定したのがカルマンフィルタ

例2) 数値的な近似解法を用いる
→ モンテカルロ近似を用いるのがパーティクルフィルタ
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パーティクルフィルタ

確率密度分布を，状態空間に散らばるパーティクルの（重みつき）
 平均として表現する（モンテカルロ積分）．各パーティクルが，状態
 の候補であると考えるとわかりやすい．

x

p(x)

パーティクルは疑似乱数によって発生させる．例えば:
• x ~ U([a, b]): 区間 [a, b] の一様分布に従って乱数発生
• x ~ N(m, σ2): 平均 m，分散

 
σ2

 
の正規分布に従って乱数発生

「サンプル

 
x を分布 N(m, σ2) から抽出する」あるいは「N(m, σ2)をサンプリン

 グしてサンプル

 
x を得る」と読む
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確率密度分布 p(xk | z1:k

 

) に従う乱数を発生させることで，状態推
 定を近似表現したい．さて，そのような乱数はどうやって発生させ
 ればよいのか? （分布を数式で表したりできているわけではない点

 に注意）

Importance Sampling: 
容易にサンプルできない密度分布 p(x) の代わりに，別の密度

 分布 q(x) （importance density または proposal density と呼
 ぶ）から

 
xi を抽出し，重み

 
πi

 
= p(xi) / q(xi) を用いた重みづけ

 平均によって表現する．

サンプリングのしかたによって，パーティクルフィルタにはさま
 ざまなバリエーションがある．
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SIR型パーティクルフィルタ

• Sampling Importance Resampling 型パーティクルフィルタ，ま
 たは，bootstrap filter，Condensation などの名で知られる最も
 基本的なパーティクルフィルタ．

• 以下のように，時間更新，観測更新，リサンプリングを繰り返す．

時間更新: 状態遷移方程式 f() を各
 パーティクルに適用することで行う: 

vi
k-1 : 疑似乱数

xi
k-1 xi

k
~(つまり，重みは一様のままサンプルの位置だけ f() に

 従って動かす)
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観測更新: p(xk | z1:k

 

) からサンプルできればよいのだが，難しいの
 で，p(xk | z1:k-1 ) を

 
proposal density とした

 
importance sampling 

を行う．ベイズ則

より，

を各パーティクルの重みとすればよい (重みは
 合計して

 
1 になるよう正規化)．

(つまり，時間更新で得たサンプル xki

 

のそれぞれにつ

 いて尤度関数の値を評価し，重みとすればよい)
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リサンプリング: 以上の時間更新・観測更新を単純に繰り返し
 ていくと，重みがほぼ0の無意味なパーティクルだらけになって
 しまう．p(xk | z1:k

 

) を再度サンプリングして，一様な重みのサン
 プルの集合で表現し直す．

（各パーティクルの重みを出現確率として，N個のパーティクルを復元抽出

 し直す）
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尤度関数の定義例

色ヒストグラムに基づく定義
 

(Perez, 2002)

追跡モデルの正規化色ヒストグラム q
候補領域 (パーティクル位置の周囲)の正規化色ヒストグラム: p(xi)
p(xi) と

 
q の Bhattacharya 係数: ρ(p(xi), q) （前回資料参照）

尤度関数: λ:
 

定数

0
0.1
0.2
0.3
0.4
0.5
0.6
0.7
0.8
0.9

1

0 0.2 0.4 0.6 0.8 1

λ
 

= 20
λ

 
= 10
λ

 
= 5
λ

 
= 2.5

1 - ρ

このように尤度関数を経験的に「設計

 する」ことがしばしば行われる．
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サンプルプログラム

sample program: 
• pf.cpp

• OpenCV の CvConDensation (SIR型パーティクルフィルタ) 
に全面的に依存している．なお，CvConDensation では，線

 形な状態遷移モデルしか扱えない．
• いつものものに加えて opencv_legacy231.lib のリンクが必要

• 状態は，画像上の x, y 座標とその各微分の 4 次元とし，等
 速運動モデルを採用．

• 観測モデルは Perez (2002) の定義を採用．ヒストグラムの
 計算は前回と同じ．
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